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1. 问题 

这节我们请出最后的有关成分分析和回归的神器 PLSR。PLSR 感觉已经把成分分析和回

归发挥到极致了，下面主要介绍其思想而非完整的教程。让我们回顾一下最早的 Linear 

Regression 的缺点：如果样例数 m 相比特征数 n 少（m<n）或者特征间线性相关时，由于𝑋𝑇𝑋

（n*n 矩阵）的秩小于特征个数（即𝑋𝑇𝑋不可逆）。因此最小二乘法𝜃 = (𝑋𝑇𝑋)−1𝑋𝑇𝑦⃗ 就会失

效。 

为了解决这个问题，我们会使用 PCA 对样本 X（m*n 矩阵）进行降维，不妨称降维后的

X 为 X’（m*r 矩阵，一般加了’就表示转置，这里临时改变下），那么 X’的秩为 r（列不相关）。 

2.  PCA Revisited 

所谓磨刀不误砍柴工，这里先回顾下 PCA。 

 令 X 表示样本，含有 m 个样例*𝑥(1), 𝑥(2), … , 𝑥(𝑚)+，每个样例特征维度为 n，

𝑥(𝑖) = *𝑥1
(𝑖)

, 𝑥2
(𝑖)

, … 𝑥𝑛
(𝑖)

+。假设我们已经做了每个特征均值为 0 处理。 

 如果 X 的秩小于 n，那么 X 的协方差矩阵
1

𝑚
𝑋𝑇𝑋的秩小于 n，因此直接使用线性回归的

话不能使用最小二乘法来求解出唯一的θ，我们想使用 PCA 来使得𝑋𝑇𝑋可逆，这样就可以用

最小二乘法来进行回归了，这样的回归称为主元回归（PCR）。 

 

PCA 的一种表示形式： 

 𝑇 = 𝑋𝑃 

  

 其中 X 是样本矩阵，P 是 X 的协方差矩阵的特征向量（当然是按照特征值排序后选取的

前 r 个特征向量），T 是 X 在由 P 形成的新的正交子空间上的投影（也是样本 X 降维后的新

矩阵）。 

 在线性代数里面我们知道，实对称阵 A 一定存在正交阵 P，使得𝑃−1𝐴𝑃为对角阵。因此

可以让𝑋𝑇𝑋的特征向量矩阵 P 是正交的。 

 r 

m 

 

n 
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 其实 T 的列向量也是正交的，不太严谨的证明如下： 

 𝑇𝑇𝑇 = (𝑋𝑃)𝑇(𝑋𝑃) = 𝑃𝑇𝑋𝑇𝑋𝑃 = 𝑃𝑇(𝑃𝛬𝑃𝑇)𝑃 = 𝑃𝑇𝑃𝛬𝑃𝑇𝑃 = 𝛬 

 其中利用了𝑋𝑇𝑋 = 𝑃𝛬𝑃𝑇，这是求 P 的过程，𝛬是对角阵，对角线上元素就是特征值λ。

这里对 P 做了单位化，即𝑃𝑇𝑃 = 𝐼。这就说明了 T 也是正交的， P 是𝑋𝑇𝑋的特征向量矩阵，

更进一步，T 是𝑋𝑋𝑇的特征向量矩阵（𝑋𝑋𝑇𝑇 = 𝑋𝑋𝑇𝑋𝑃 = 𝑋𝑃𝛬𝑃𝑇𝑃 = 𝑇𝛬)。 

  

 这样经过 PCA 以后，我们新的样本矩阵 T（m*r）是满秩的，而且列向量正交，因此直

接代入最小二乘法公式，就能得到回归系数θ。 

  

PCA 的另一种表示： 

 𝑋 = 𝑀1 + 𝑀2 + 𝑀3 + ⋯ + 𝑀n = 𝑡1𝑝1
𝑇 + 𝑡2𝑝2

𝑇 + 𝑡3𝑝3
𝑇 + ⋯ + 𝑡𝑛𝑝𝑛

𝑇 = 𝑇𝑃𝑇 （假设 X 秩为 n） 

 这个公式其实和上面的表示方式𝑇 = 𝑋𝑃没什么区别。 

 𝑇 = 𝑋𝑃 → 𝑇𝑃𝑇 = 𝑋𝑃𝑃𝑇 →  𝑋 = 𝑇𝑃𝑇  （当然我们认为 P 是 n*n 的，因此𝑃𝑇 = 𝑃−1） 

 如果 P 是 n*r 的，也就是舍弃了特征值较小的特征向量，那么上面的加法式子就变成了 

 𝑋 = 𝑀1 + 𝑀2 + 𝑀3 + ⋯ + 𝑀𝑟 + 𝐸 = 𝑡1𝑝1
𝑇 + 𝑡2𝑝2

𝑇 + 𝑡3𝑝3
𝑇 + ⋯ + 𝑡𝑟𝑝𝑟

𝑇 + 𝐸 = 𝑇𝑃𝑇 + 𝐸 

 这里的 E 是残差矩阵。其实这个式子有着很强的几何意义，𝑝𝑖是𝑋𝑇𝑋第𝑖大特征值对应的

归一化后的特征向量，𝑡𝑖就是 X 在𝑝𝑖上的投影。𝑡𝑖𝑝𝑖
𝑇就是 X 先投影到𝑝𝑖上，还以原始坐标系

得到的 X’。下面这个图可以帮助理解： 

 
黑色线条表示原始坐标系，蓝色的点是原始的 4 个 2 维的样本点，做完 PCA 后，得到

两个正交的特征向量坐标𝑝1和𝑝2。绿色点是样本点在𝑝1上的投影（具有最大方差），红色点

是在𝑝2上的投影。𝑡1的每个分量是绿色点在𝑝1上的截距，𝑡2是红色点在𝑝2上的截距。𝑡𝑖𝑝𝑖
𝑇中

的每个分量都可以看做是方向为𝑝𝑖，截距为𝑡𝑖相应分量大小的向量，如那个𝑝1上的橘色箭头。

𝑡𝑖𝑝𝑖
𝑇就得到了 X 在𝑝𝑖的所有投影向量，由于𝑝1和𝑝2正交，因此𝑡1𝑝1

𝑇 + 𝑡2𝑝2
𝑇就相当于每个点的

橘色箭头的加和，可想而知，得到了原始样本点。 

如果舍弃了一些特征向量如𝑝2，那么通过𝑡1𝑝1
𝑇只能还原出原始点的部分信息（得到的绿

色点，丢失了蓝色点在另一维度上的信息）。另外，P 有个名字叫做 loading 矩阵，T 叫做 score

矩阵。 

3. PLSR 思想及步骤 

 我们还需要回味一下 CCA 来引出 PLSR。在 CCA 中，我们将 X 和 Y 分别投影到直线得到

u 和 v，然后计算 u 和 v 的 Pearson 系数（也就是 Corr(u,v)），认为相关度越大越好。形式化

表示： 

 Maximize 𝑎𝑇𝐶𝑜𝑣(𝑥, 𝑦)𝑏 

 Subject to: 𝑎𝑇𝑉𝑎𝑟(𝑥)𝑎 = 1, 𝑏𝑇𝑉𝑎𝑟(𝑦)𝑏 = 1  

𝑝1 

𝑝2 



 

其中 a 和 b 就是要求的投影方向。 

 想想 CCA 的缺点：对特征的处理方式比较粗糙，用的是线性回归来表示 u 和 x 的关系，

u 也是 x 在某条线上的投影，因此会存在线性回归的一些缺点。我们想把 PCA 的成分提取技

术引入 CCA，使得 u 和 v 尽可能携带样本的最主要信息。还有一个更重要的问题，CCA 是寻

找 X 和 Y 投影后 u 和 v 的关系，显然不能通过该关系来还原出 X 和 Y，也就是找不到 X 到 Y

的直接映射。这也是使用 CCA 预测时大多配上 KNN 的原因。 

 

而 PLSR 更加聪明，同时兼顾 PCA 和 CCA，并且解决了 X 和 Y 的映射问题。看 PCA Revisited

的那张图，假设对于 CCA，X 的投影直线是𝑝1，那么 CCA 只考虑了 X 的绿色点与 Y 在某条直

线上投影结果的相关性，丢弃了 X 和 Y 在其他维度上的信息，因此不存在 X 和 Y 的映射。而

PLSR 会在 CCA 的基础上再做一步，由于原始蓝色点可以认为是绿色点和红色点的叠加，因

此先使用 X 的绿色点𝑡1对 Y 做回归（𝑌 = 𝑡1𝑟1
𝑇 + 𝐹，样子有点怪，两边都乘以𝑟1就明白了，

这里的 Y 类似于线性回归里的𝑋，𝑡1类似y），然后用 X 的红色点𝑡2对 Y 的剩余部分 F 做回归

（得到r2，𝐹 = 𝑡2𝑟2
𝑇 + 𝐹′）。这样 Y 就是两部分回归的叠加。当新来一个 x 时，投影一下得

到其绿色点𝑡1和红色点𝑡2，然后通过 r 就可以还原出 Y，实现了 X 到 Y 的映射。当然这只是

几何上的思想描述，跟下面的细节有些出入。 

 

下面正式介绍 PLSR： 

1） 设 X 和 Y 都已经过标准化（包括减均值、除标准差等）。 

2） 设 X 的第一个主成分为𝑝1，Y 的第一个主成分为𝑞1，两者都经过了单位化。（这里的

主成分并不是通过 PCA 得出的主成分） 

3） 𝑢1 = 𝑋𝑝1，𝑣1 = 𝑌𝑞1，这一步看起来和 CCA 是一样的，但是这里的 p 和 q 都有主成

分的性质，因此有下面 4）和 5）的期望条件。 

4） 𝑉𝑎𝑟(𝑢1) → 𝑚𝑎𝑥, 𝑉𝑎𝑟(𝑣1) → 𝑚𝑎𝑥，即在主成分上的投影，我们期望是方差最大化。 

5） 𝐶𝑜𝑟𝑟(𝑢1, 𝑣1) → 𝑚𝑎𝑥，这个跟 CCA 的思路一致。 

6） 综合 4）和 5），得到优化目标𝐶𝑜𝑣(𝑢1, 𝑣1) = √𝑉𝑎𝑟(𝑢1)𝑉𝑎𝑟(𝑣1)𝐶𝑜𝑟𝑟(𝑢1, 𝑣1) → 𝑚𝑎𝑥。 

形式化一点： 

 Maximize 〈𝑋𝑝
1
, 𝑌𝑞

1
〉 

 Subject to: ‖𝑝
1
‖ = 1, ‖𝑞

1
‖ = 1 

看起来比 CCA 还要简单一些，其实不然，CCA 做完一次优化问题就完了。但这里的𝑝1和

𝑞1对 PLSR 来说只是一个主成分，还有其他成分呢，那些信息也要计算的。 

 

先看该优化问题的求解吧： 

引入拉格朗日乘子 

ℒ = 𝑝1
𝑇𝑋𝑇𝑌𝑞1 −

𝜆

2
(𝑝1

𝑇𝑝1 − 1) −
𝜃

2
(𝑞1

𝑇𝑞1 − 1) 

 分别对𝑝1, 𝑞1求偏导，得 

∂ℒ

∂𝑝1
= 𝑋𝑇𝑌𝑞1 − 𝜆𝑝1 = 0 

∂ℒ

∂𝑞1
= 𝑌𝑇𝑋𝑝1 −  𝜃𝑞1 = 0 

从上面可以看出𝜆 = 𝜃（两边都乘以 p 或 q，再利用=1 的约束） 



 下式代入上式得到 

𝑋𝑇𝑌𝑌𝑇𝑋𝑝1 = 𝜆2𝑝1 

 上式代入下式得到 

𝑌𝑇𝑋𝑋𝑇𝑌𝑞1 = 𝜆2𝑞1 

 目标函数〈𝑋𝑝1, 𝑌𝑞1〉 → 𝑝1
𝑇𝑋𝑇𝑌𝑞1 →   𝑝1

𝑇(𝜆𝑝1) →  𝜆，要求最大。 

 因此𝑝1就是对称阵𝑋𝑇𝑌𝑌𝑇𝑋的最大特征值对应的单位特征向量，𝑞1就是𝑌𝑇𝑋𝑋𝑇𝑌最大特

征值对应的单位特征向量。 

 可见𝑝1和𝑞1是投影方差最大和两者相关性最大上的权衡，而 CCA 只是相关性上最大化。 

 求得了𝑝1和𝑞1，即可得到 

𝑢1 =  𝑋𝑝1 

𝑣1 =  𝑌𝑞1 

 这里得到的𝑢1和𝑣1类似于上图中的绿色点，只是在绿色点上找到了 X 和 Y 的关系。如果

就此结束，会出现与 CCA 一样的不能由 X 到 Y 映射的问题。 

 利用我们在 PCA Revisited 里面的第二种表达形式，我们可以继续做下去，建立回归方程： 

𝑋 = 𝑢1𝑐1
𝑇 + 𝐸 

𝑌 = 𝑣1𝑑1
𝑇 + 𝐺 

 这里的 c 和 d 不同于 p 和 q，但是它们之间有一定联系，待会证明。E 和 G 是残差矩阵。 

  

 我们进行 PLSR 的下面几个步骤： 

1） 𝑌 = 𝑢1𝑟1
𝑇 + 𝐹，使用𝑢1对 Y 进行回归，原因已经解释过，先利用 X 的主成分对 Y 进

行回归。 

2） 使用最小二乘法，计算 c，d，r 分别为： 

𝑐1 =
𝑋𝑇𝑢1

‖𝑢1‖2
 

𝑑1 =
𝑌𝑇𝑣1

‖𝑣1‖2
 

𝑟1 =
𝑌𝑇𝑢1

‖𝑢1‖2
 

实际上这一步计算出了各个投影向量。 

𝑝1和𝑐1的关系如下： 

𝑝1
𝑇𝑐1 = 𝑝1

𝑇
𝑋𝑇𝑢1

‖𝑢1‖2
=

𝑢1
𝑇𝑢1

‖𝑢1‖2
= 1 

再谈谈𝑝1和𝑐1的关系，虽然这里将𝑐1替换成𝑝1可以满足等式要求和几何要求，而且𝑝1

就是 X 投影出𝑢1的方向向量。但这里我们想做的是回归（让 E 尽可能小），因此根

据最小二乘法得到的𝑐1一般与𝑝1不同。 

3） 将剩余的 E 当做新的 X，剩余的 F 当做新的 Y，然后按照前面的步骤求出𝑝2和𝑞2，

得到： 

𝑢2 =  𝐸𝑝2 

𝑣2 =  𝐹𝑞2 

目标函数〈𝐸𝑝2, 𝐹𝑞2〉 → 𝑝2
𝑇𝐸𝑇𝐹𝑞2 →   𝑝2

𝑇(𝜆𝑝2) →  𝜆，这个与前面一样， 𝑝2和𝑞2分别是

新的𝐸𝑇𝐹𝐹𝑇𝐸和𝐹𝑇𝐸𝐸𝑇𝐹的最大特征值对应的单位特征向量。 

4） 计算得到第二组回归系数： 

𝑐2 =
𝐸𝑇𝑢2

‖𝑢2‖2
 



𝑟2 =
𝐹𝑇𝑢2

‖𝑢2‖2
 

这里的𝑢2和之前的𝑢1是正交的，证明如下： 

𝑢1
𝑇𝑢2 = 𝑢1

𝑇𝐸𝑝2 = 𝑢1
𝑇(𝑋 − 𝑢1𝑐1

𝑇)𝑝2 = [𝑢1
𝑇𝑋 − 𝑢1

𝑇𝑢1

𝑢1
𝑇𝑋

‖𝑢1‖2
] 𝑝2 = 0 

其实𝑢𝑖和不同的𝑢𝑗都是相互正交的。 

同样𝑝𝑖和不同的𝑝𝑗也是正交的。 

𝑝1
𝑇𝑝2 = 𝑝1

𝑇
1

𝜆
𝐸𝑇𝐹𝑞2 = 𝑝1

𝑇
1

𝜆
𝐸𝑇𝑣2 =

1

𝜆
𝑝1

𝑇(𝑋 − 𝑢1𝑐1
𝑇)𝑇𝑣2 

=
1

𝜆
(𝑋𝑝1 − 𝑢1𝑐1

𝑇𝑝1)𝑇𝑣2 =
1

𝜆
(𝑢1 − 𝑢1)𝑇𝑣2 = 0 

但𝑐𝑖和不同的𝑐𝑗一般不是正交的。 

5） 从上一步得到回归方程： 

𝐸 = 𝑢2𝑐2
𝑇 + 𝐸′ 

𝐹 = 𝑢2𝑟2
𝑇 + 𝐹′ 

如果还有残差矩阵的话，可以继续计算下去。 

6） 如此计算下去，最终得到： 

𝑋 = 𝑢1𝑐1
𝑇 + 𝑢2𝑐2

𝑇 + 𝑢3𝑐3
𝑇 + ⋯ + 𝑢𝑛𝑐𝑛

𝑇 + 𝐸 

𝑌 = 𝑢1𝑟1
𝑇 + 𝑢2𝑟2

𝑇 + 𝑢3𝑟3
𝑇 + ⋯ + 𝑢𝑛𝑟𝑛

𝑇 + 𝐹 

与 PCA 中表达式不一样的是这里的𝑐𝑖和不同的𝑐𝑗之间一般不是正交的。 

其实这里不必一直计算到 n，可以采用类似于 PCA 的截尾技术，计算到合适的 r 即

可。关于 r 数目的选取可以使用交叉验证方法，这与 PCA 里面的问题类似。 

另外，𝑝𝑖和𝑐𝑗的关系是𝑝𝑖
𝑇𝑐𝑗 = 1(𝑖 = 𝑗), 𝑝𝑖

𝑇𝑐𝑗 = 0(𝑖 ≠ 𝑗) 

 

上面的公式如果写成矩阵形式如下： 

𝑋 = 𝑈𝐶𝑇 + 𝐸 

𝑌 = 𝑈𝑅𝑇 + 𝐹 = 𝑋𝑃𝑅𝑇 + 𝐹 = 𝑋𝐵 + 𝐹 

这就是𝑋 → 𝑌的回归方程，其中𝐵 = 𝑃𝑅𝑇。 

在计算过程中，收集一下 P 和 R 的值即可。 

7） 使用 PLSR 来预测。 

从 6）中可以发现 Y其实是多个回归的叠加（其实𝑢1𝑟1
𝑇已经回归出 Y的最主要信息）。

我们在计算模型的过程中，得到了 p 和 r。那么新来一个 x，首先计算 u（这里的 u

变成了实数，而不是向量了），得到 

𝑢1 = 𝑥𝑇𝑝1, 𝑢2 = 𝑥𝑇𝑝2, 𝑢3 = 𝑥𝑇𝑝3… 

然后代入 Y 的式子即可求出预测的 y 向量，或者直接代入𝑦𝑇 = 𝑥𝑇𝐵 

8） 至此，PLSR 的主要步骤结束。 

4. PLSR 相关问题 

1） 其实不需要计算 v 和 q，因为我们使用 u 去做 Y 的回归时认为了𝑢𝑖 = c𝑣𝑖，其中 c 是常数。

之所以这样是因为前面提到过的 Y 可以首先在 X 的主要成分上做回归，然后将 Y 的残差

矩阵在 X 的残差矩阵的主要成分上做回归。最后 X 的各个成分回归之和就是 Y。 

 



2） 一般使用的 PLSR 求解方法是迭代化的求解方法，称之为 NIPALS，还有简化方法 SIMPLS，

这些方法在一般论文或参考文献中提供的网址里都有，这里就不再贴了。 

 

3） PLSR 里面还有很多高级话题，比如非线性的 Kernel PLSR，异常值检测，带有缺失值的处

理方法，参数选择，数据转换，扩展的层次化模型等等。可以参考更多的论文有针对性

的研究。 

5. 一些感悟 

本文试图将 PCA、CCA、PLSR 综合起来对比、概述和讨论，不免对符号的使用稍微都点

混乱，思路也有穿插混淆。还是以推导出的公式为主进行理解吧。另外，本文有很多个人理

解在里面，难免有误，还望批评指正。提供 PDF 版本，只是为了格式好看些。 

之前也陆陆续续地关注了一些概率图模型和时间序列分析，以后可能会转向介绍这两方

面的内容，也会穿插一些其他的内容。说实话，自学挺吃力的，尤其对我这样一个不是专业

搞 ML 的人来说，也需要花大量时间。感叹国外的资料多，lecture 多，视频多，可惜因为我

这的网速和 GFW 原因，看不了教学视频，真是遗憾。 
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