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背景

对于给定的一个文档集合，我们想知道：

 它们的内容包括哪些方面(topic)

 每个主题随着时间的演化(evolution)

 不同主题之间的联系(relationship)

直觉：文档集合的内容表现了多个主题



准备知识

 概率分布

 Bayesian Network

 Expectation-Maximization (EM) 算法

 Variational Inference



概率分布—多项分布

 Question: 投掷一枚硬币，可能的结果
有两种：正面向上(1)和反面向上(0)。
现用随机变量Y来表示这些结果，并设

. 那么投掷 N 次硬币，其中 k 
次为正面向上的概率是多少？
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 推广：现在投掷N次骰子，已知在每次
投掷中 i 向上的概率为 ，i = 1, 2, …, 6.

且 . 那么在N次中 i 出现 次，i = 1, 
2, …, 6 的概率是多少？
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多项分布

(Multinomial 
Distribution)
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掷硬币

掷骰子



概率分布—Dirichlet分布

 假设我们在和一个人玩掷骰子游戏。正
常情况下我们都会认为骰子的每个面出
现的概率是相等的，为1/6；但是现在
我们看到掷骰子的人连续掷出6，不免
心生猜测：

50%的可能：6出现的概率为2/7，其他
各面为1/7；

25%的可能：6出现的概率为3/8，其他
各面为1/8；

25%的可能：各面的概率为1/6



如果记我们所猜测的每个面出现的概率
为X，那么表示X的最恰当的分布就是狄
立克雷分布(Dirichlet Distribution)。
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概率分布—The Exponential 

Family
 在指数分布族中，随机变量(或向量)的

概率分布(或密度)函数具有如下形式：

其中， 为参数， 为归一化因子

        | exp Tp x h x g u x  

  g 



概率分布—共轭先验(Conjugate 

Prior)
 对于概率分布(或密度)函数 ，若

满足如下条件，则称 为 的共轭
先验：

(1) 后验分布 与 有相同的函数形
式。

 指数分布族中的每一个成员均具有如下
形式的共轭先验：

 |p x   p 

 p   |p x 

 |p x  p 

       | , , exp
v Tp v f v g v     

狄立克雷分布是多项分布的共轭先验
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概率分布—可交换性及de Finetti
定理
 可交换性：随机变量 称为是可交

换的，如果满足如下条件：

 无限可交换性：随机变量的无限序列

称为是无限可交换的，如果其中
任何一个有限子序列都是可交换的
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de Finetti 定理

 1|ip X y y  多项分布！
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Bayesian Network

 对于联合概率 ，如
何用图形进行表示呢？

       , , | | ,P a b c P a P b a P c a b



 复杂一点：对于联合概率

怎么表示呢？
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 再复杂一点：对于一些概率模型，有些
变量是我们观测到的，有些则是我们需
要估计的，这两种节点有必要在图中区
分开来



EM算法

 EM (Expectation-Maximization) 算法是一
种用于求解含有隐含变量的模型的极大
似然解的方法



单个高斯分布

 假设我们有一个观测数据集 ，
我们想用一个高斯分布来对该数据集进
行建模
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多个高斯分布—高斯混合模型

 现在我们改用一个高斯混合模型来对上
面的数据集进行建模
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依赖关系
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相互依赖 迭代求解！



混合高斯中的隐含变量
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EM的一般过程

给定联合分布 ，其中X为观测到
的变量，Z为隐含变量， 为参数，以下
过程用来求解似然函数 的极大值：
设定参数的初始值

E step: 计算

M step: 计算

判断似然函数或者参数值是否收敛，不收
敛时进行如下更新：
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为什么是这样

 对于任意的分布函数 ，有如下分解
成立：
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在迭代的过程中，似然函数的值是单调
增加的



Variational Inference

 变分推理是一种用来近似计算后验概率
的方法。

 对于EM算法中的E step，我们是通过令

来得到 的极大值的。
如果这个后验概率的计算很困难，那么
我们该怎么办呢？

   | , oldq Z p Z X   ,L q 

限制 的可选范
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LDA模型的原理

 LDA (Latent Dirichlet Allocation)模型希望
通过将文档表示为一个主题向量来达到
特征降维的目的

 假设文档、文档中词的顺序是无关紧要
的

 符号说明：
词表大小V，每个词用一个V维向量进行表
示

一个由N个词构成的文档记为

一个由M篇文档构成的语料记为

 1 2, , , Nw w w w 

 0,1,0, ,0

 1 2, , , MD w w w 



一篇文档的生成过程：

 第一步：选择文档长度N，

 第二步：选择 ,                          , 这里

是矢量，表示每个主题发生的概率,      

是 分布的参数

 第三步：对N个单词中每一个：

选择主题 ,  

选择 , 根据多项分布

 N Poisson 

  Dirichlet  
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图形化表示



模型的执行过程

主要分为两步：

 训练：进行参数估计

 测试：计算后验分布
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后验分布的计算
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直接计算很难，怎么办？ 近似
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算法描述



参数估计

 变分EM算法：

设定 的初始值

E step: 利用variational inference 计算

来近似似然函数

M step: 根据 极大化 E step 中的结果

结束准则判断
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LDA模型是怎么得出来的？

假设文档、文档中的词的顺序无关紧要

可交换性 de Finetti 定理
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 |np z  是多项分布 de Finetti 定理

 |p   是Dirichlet分布 共轭先验

 | ,n np w z  是多项分布 指数分布族

参数估计，后验分布计算



一个简单应用

 将LDA模型应用于1篇文档，进行关键
词抽取

依据：LDA模型能够得到每个主题生成
每个词的概率，那么我们就可以把每个
主题中的TOPK个词取出来作为该文档
的关键词(移除重复出现的词)



步骤

 第一步：准备数据
word_frequent.txt

格式：[word num] [wordid:occ_num] […]

words.txt
格式：每行一个词

 第二步：模型计算
lda est [alpha] [k] [settings] [data] 

[random/seeded/*] [directory]

输出：final.other, final.beta, final.gamma, word-
assignments.dat

第三步：获取关键词



实验结果





Further Reading

 Correlated Topic Models. Neural Information 
Processing Systems, 2006

 Dynamic topic models. In Proceedings of the 
23rd International Conference on Machine 
Learning, 2006

 Online Learning for Latent Dirichlet Allocation. 
Neural Information Processing Systems, 2010

 Markov Chain Monte Carlo and Gibbs Sampling. 
2004



一些有用的资源

Topic Model领域的一些大牛：

 DM Blei (LDA的提出者): 
http://www.cs.princeton.edu/~blei/

 Thomas Hofmann (pLSA的提出者): 
http://www.cs.brown.edu/~th/

 Andrew McCallum: 
http://www.cs.umass.edu/~mccallum/

http://www.cs.princeton.edu/~blei/
http://www.cs.brown.edu/~th/
http://www.cs.umass.edu/~mccallum/
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Thank You!


