
MDP的变形

课程回顾：第 16节课我们了解到 MDP的五元组包括（{S,A,{P }, ,R}sa  ），之前我们都假

定 [0,1)  ，同事回报函数只是与状态有关（ :R S  ）。求取值函数的过程为执行如下

迭代过程：

,

, ,( ) : ( ) max P ( ) ( )saa
s S

V s R s s V s


  

迭代的最终结果会令 ( )V s 收敛到
*V 进而可以求取最佳策略为：

,

* , ,( ) argmax P ( ) ( )saa
s S

s s V s


 

这节课我们来聊聊MDP的变形问题。第一个相应的变形针对的是奖励函数 R，变形后的 R

定义为： :R S A  。定义说明的是奖励函数此时是状态和行动共同影响的函数，此时

的总回报函数的期望表示为：

2
0 0 1 1 2 2( ( , ) ( , ) ( , ) )E R s a R s a R s a   

由于这一变化，在算法 value iteration中求取值函数的过程也变为：

,

, ,( ) : max[ ( ) P ( ) ( )]saa
s S

V s R s s V s


  

而最佳策略的表示形式也变成：

,

* , * ,( ) argmax[ ( ) P ( ) ( )]saa
s S

s R s s V s 


  

从公式上看，由于此时的 R与行动 a有关，那么
max
a 符号里面应该包含 ( , )R s a ，对此

的实际意义上的理解是：使用 ( , )R s a 能够更加直接地刻画出“执行不同的动作需要付出不

同的代价”这一概念。比如让机器人运动花费的代价肯定比让机器人静止花费的代价要高。

由 ( )R s 转变为 ( , )R s a 实质上并没有很大的改变。让我们来看看较复杂的第二个变形。

第二个变形讲述的是  的变化，我们称该模型为有限边界 MDP，该五元组表示为

（

{S,A,{P },T,R}sa

），T定义为边界时间（horizon time），具体含义为MDP的行动将会在

一个规定的时间内结束（即有限个动作的MDP），此时的总回报函数的期望（目标函数）是：



0 0 1 1 T T( ( , ) ( , ) ( , ))E R s a R s a R s a  

我们看到一个重大的区别是：此时的MDP只有有限个动作，在 T个动作之后，将不再
产生新的MDP。这就写原本在玩一个没有时间限制的寻宝游戏，现在突然限制了游戏时间，
那么游戏玩家的策略也就会发生相应的变化。此时的最佳策略是 non-stationary(非平稳的)，
也就意味着最佳策略的选择会随着时间的不同而不同。就下面一个游戏例子可以让大家感受

一下其中的区别：

假设划星星处是游戏玩家，+1，+10为两处奖励。在时间充裕的前提下，玩家可能会走更远
的路（消耗更多时间）去获取+10的奖励；如果时间不足，那么玩家极有可能选择耗时较少
的策略去获取+1的奖励。这就是 non-stationary的思想：时间不一样，采取的策略也不同。

同样的，需要假定的是状态转移概率
( )

1 t

t
t s as P  是 non-stationary(非平稳的)，即

( )
t

t
s aP 是跟随

时间变化的。这样做是有实际依据的。举例如下：一架飞机在不同时间段下剩余的燃油量是

不一样的（导致飞机的重量也不一样），那么当采取行动 a之后由 ts 转变为 1s t 的概率会因

为飞机重量的不一样而有所不同。同样的奖励函数也可设置成 non-stationary的，即

( ) ( , )tR s a

会因为时间 t的不同而不同。这感觉，真的是“牵一发而动全身”啊！~
为了求解有限边界MDP问题，我们重新定义最优值函数为：

* ( ) ( ) *( ) [ ( , ) ( , ) | ]t T
t t t T T tV s E R s a R s a s s    ，

该定义表示的是如果在 t时刻由状态 s开始执行MDP，那么依据最优策略
* 得出的有限边

界MDP的最优回报函数的期望。可以看到最优值函数的个数是有限的，这让我们看到了一
丝求解的希望，仿照 value iteration算法的核心步骤：

,

, * ,
1( ) : max[ ( , ) P ( ) ( )]t

t sa ta
s S

V s R s a s V s




 

我们发现一个有趣的一点是：由于是有限边界，当 t=T时，上式变成
* ( )( ) max ( , )T
T a
V s R s a

.
可以直接求解该项。这就给了我们在解决有限边界MDP问题时候一种非常漂亮的动态规划

算法：先计算最后一项的
*( )TV s
与 a,反过来可推导得到

* *
1 2( ), ( ),T TV s V s  

。求解得到了

* *
1( ), ( ),T TV s V s 

，我们也就可以依据前面知识顺利求解得到最佳策略
* *

1( ), ( ),T Ts s   
。

和 16课通过 value iteration算法迭代得出的
*V
与真实的

*V
是收敛关系不同的是，有限



边界MDP求得的
*V
就是真实的

*V
。但由于各个表达式都是 non-stationary的，求解的过程

需要考虑的可能情况会比较多，相对而言比较复杂。

比较包含 count factor  的 MDP与有限边界 MDP的不同，我们应该了解的是在正常

MDP中添加 count factor  ，是希望该回报函数期望是有限的（从数学角度考虑，几何级数

之和是有限的）；而有限边界MDP的回报函数期望，由于它是有限项，所以也是有限的。
两者实际意义不一样，但如果从有限的角度来考虑，实现的效果是一样的。在某些情况下可

以将包含 的正常MDP转化为有限边界MDP：正常MDP中回报函数的期望表达式中含有

x
项，当 x足够大时

x 趋近于 0，此时可以把正常MDP看成是有限边界MDP，只需 x的

取值合理即可。

LQR（Linear Quadratic Regulation）假设下的MDP
我们打算将以上的各种 MDP变形应用于状态连续而且行为连续的情况中，假设MDP

五元组表示为
{S,A,{P },T,R}sa ，此处使用的是有限边界 MDP。假设状态空间连续且

nS ，行为空间连续且 dA ；在 17课讲到状态连续的情况时会假设一个MDP模型，

此处假设该MDP模型为线性模型，且 1 A Bt t t t t ts s a    
，其中

A ,Bn n n d
t t

   
为

参数矩阵（随时间 t变化，表明 non-stationary属性），高斯噪声项 (0, )t 
。参数矩阵

A、B是我们需要通过一定途径（学习）才能得到。实际上，噪声项 t 并不是一个非常重

要的项，在后面的处理过程中有可能会忽略掉，留意即可。

对于 LQR控制问题，还需要假设奖励函数为 ( , ) ( )T T
t t t t t t t tR s a s U s a V a  

，其中矩阵

dn n d
t tU V   ，

且
0, 0t tU V 

（即
,t tU V
均为半正定矩阵），也就意味着：

0, 0T T
t t t t t ts U s a V a 

由此可知 LQR问题下的 ( , ) 0t tR s a 
，看来 LQR控制问题是一个相对消极的MDP问题。

实际上的
,t tU V
根据控制任务不同而人为设定。以无人机的飞行为例，假设希望状态停留在

原点（让无人机停留在半空），即使得
0ts  ；为实现上述控制可选择

,t tU I V I 
，那么：

2 2( , ) = sT T
t t t t t t t tR s a s s a a a    

现在需要做的假设都已经完成了，解决 LQR问题的第一步是求得参数矩阵 A、B的值。上
节课我们讲到过如何通过观察学习法构建一个线性模型，这里步骤类似，通过记录多次状态：



有了足够多组数据之后，使用相关学习型算法找到令目标函数最小的矩阵 A、B，即
1

( ) ( ) ( ) 2
1, 1 0

1min || ( s ) ||
2

M T
i i i
t t tA B i t
s A Ba




 

 
这种方法之前讲过就不复述。另外一种常见的线性化方法是将非线性模型近似为线性模型，

最简单的情况是，假设某模型中
)(1 tt sfs  （下一个状态是当前状态的函数，不考虑当前

行为的影响），那么可以近似得到：

][),())(('1 是一常数tttttt ssfsssfs 

画图表示该公式：

当然很容易看出：只有当状态值 1ts  在 ts 附近时候才会是一个好的近似。因此对 ts 的设
置需要设定为实际状态经常处于的位置附近，否则这就是一个很糟糕的近似。以倒摆为例，

直角９０°是实际状态经常处在的位置，那么将 ts 设为９０°将会是一个合理的近似。将

上面的公式推广到多维且包含 ta 的情况，拓展后的公式如下：

1 ( , ) ( ( , )) ( ) ( ( , )) ( )T T
t t t s t t t t a t t t ts f s a f s a s s f s a a a       

经过上面的线性化之后，就可以得到线性模型了： 1 ( s )t t ts A Ba  
，其中的Ａ、Ｂ都

是从上面公式中提取出来的项。

在得到线性模型后，我们重新来整理一下思绪，LQR问题是这样的：

MDP五元组
{S,A,{P },T,R}sa ，其中

nS ， dA ，

( )
1: A B , A ,B , (0, )t n n n d

sa t t t t t t t t tP s s a    
        其中

奖励函数：
( , ) ( )T T
t t t t t t t tR s a s U s a V a  

。



假设已经知道了常数矩阵
A,B,U ,Vt t的值（为简化，将线性模型中的参数矩阵

A,B看成是

常数阵）。那么我们该如何就上述假设给出最佳策略
* 使得有限边界的回报函数期望最大：

(1) ( )
0 0max [ ( , ) ( , )]T

T TE R s a R s a 
对于此问题，我们的解题策略与之前的有限边界MDP的策略是一样样的：从最后的时刻 T
开始求解，反向解决！即先求得：

* ( )( ) max ( , )

max( )
T

T

T
T T T Ta

T T
T T T T T Ta

T
T T T

V s R s a

s U s a V a

s U s



  

 

第三个等式成立的原因是
0T

t t ta V a 
，因此最后的结果变成

*( ) T
T T T T TV s s U s 

。相对应的，

我们可以求得：

* ( )( ) argmax ( , ) 0
T

T
T T T Ta
s R s a  

。即最后时刻的最佳策略就是不采取行

动保持静止。

接下来我们就可以像之前的有限边界MDP一样使用动态规划算法，通过
*
1tV  以及 a反

过来求解
*
tV ，值函数的表达式为：

1

( ) *
1 1 1( ) max[ ( , ) P ( ) ( )]

t t
t

t
t t t t s a t t ta s
V s R s a s V s




   

写成期望的形式： 1

( ) *
1 1( ) max[ ( , ) [ ( )]]

t s at t

t
t t t t t ts Pa
V s R s a E V s




  


。你可能会好奇（实质上

是我一开始很好奇）的是：既然假设是连续状态，那么值函数的表达式怎么还是使用离散状

态下的求和符号呢？我的解释是：因为此处使用的是有限边界MDP，状态的个数是有限的，

所以可以求和形式，而不使用积分形式。

在LQR的前提下求解该动态规划问题，我们可以找到相对于LQR而言独有的一些性质，

以帮助求解。我们发现 LQR假设下有以下有用性质：

假设最优值函数

*
1 1( )t tV s  可写成 1ts  的二次型形式，即：

*
1 1 1 1 1 1 1 1( ) ,T n n n

t t t t t t t tV s s s  
             其中 ，

那么当我们将这一假设回代到动态规划步骤中发现：
( )t tV s

也可写成 ts 的二次型形式，即：



* ( ) ,T n n n
t t t t t t t tV s s s        其中 ， 为合适的矩阵

这个性质我们可以好好加以利用。在开始求解时，对最后时刻 T的最优值函数，我们可以

改写成 Ts 的二次型形式，原来的表达式为
*( ) T
T T T T TV s s U s 

，令
= 0T T TU   ，

，

即为要求的二次型。接下来我们可以把最优值函数的表达式写成：

1

*
1 1 1 1~ (A B , )

( )=max[( ) [ ]]
t t t t t t

T T T
t t t t t t t t t t t ts s aa
V s s U s a Va E s s





    

    

看起来很复杂，其实仅仅是将之前的定义全部写在一个式子里面罢了，并不难理解。对上式

展开化简后，右边项可以表示为 ta 的二次型函数（很复杂的推导，只讲结果，我自己也没

有去算）。这样，为了求解
*( )t tV s

的极值，可以对右边项（ ta 的二次型函数）针对 ta 求导，

令导数为 0，可求得此时的 ta 可以表示为：

1
1 1( )T T

t t t t t t t t t t ta B B V B A s L s
       

其中
1

1 1( )T T
t t t t t t t tL B B V B A

    
。注意的是， tV 为 LQR的半正定矩阵， tA 为参

数矩阵，不要混淆了。

上面关于求解得到的 ta 的表达式传递的是一个很重要的信息：在给定状态 ts 下的最

佳行动 ta 是与 ts 呈线性关系（其实，从 LQR的有用性质 ( )t tV s

可写成 ts 的二次型形式以

及化简后的
( )t tV s

可写成 ta 的二次型函数这两种关联中，就可以得出相应结论的）。

对于最佳策略
*( )t ts

的表示，由上面的推导，我们可写成：
*( )t t t ts L s  

。该式子表

明，当我们处于某一状态 ts 时，采取的最佳行动与该状态是线性关系。值得注意的是
*( )t ts

与 ts 之间的线性关系并不是一种近似，而是真真切切由 LQR问题一步步推导得到的，可

以说这是 LQR特有的性质。

最后，将 ta 的表达式回代到 ( )t tV s

中，可以得到：
* ( ) T
t t t t t tV s s s   

，其中：

1
1 1 1 1

1 1

( ( ) )T T
t t t t t t t t t t t t t

t t t

A B B B V B A U
tr  


   

 

       

  
给上面两个公式起一个名称：离散时间条件下的 Riccati等式。好漫长的推导过程啊！让我
们总结一下：在 LQR前提下的有限边界MDP的求解过程为：先得到最后一个时刻 T时的

= 0T T TU   ，
，然后反向求解，通过离散时间条件下的 Riccati等式分别求得



1 2 0 1 2 0, , , , , ,T T T T        与
，进而可求解

* *
-1 2( ), ( ),T TV s V s 

的值。

呼~于是，LQR问题得以求解。

最后，还有一些小收获可以方便以后的具体 LQR问题求解：

（1）最佳策略
* 1

1 1( )=( )T T
t t t t t t t t t ts B B V B A s 

    
，经观察知道

*( )t ts
的求解只与

1t
有关而与 1t  无关。也就是说，为了计算的快速性，在求解

*( )t ts
的过程中可以不计

算 1t  这部分。

（2）另外，还记得之前写到的MDP线性模 1 A B , (0, )t t t t t t ts s a       其中

中的

么？我们说过高斯干扰项并不是一个非常重要的部分。现在看来，


只出现在 Riccati

等式的 项而没有出现在项，由（1）得出的结论可知：可直接计算
*( )t ts

而不需要知道

高斯干扰项 t 的方差是多少。

当然，必须得要明确的是：这两条发现都是 LQR专有的，只要改变初始条件的任何一项，
以上的任何一条都不会成立。


